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En teoria, no hay diferencia entre la teoria y |a
practica. En la practica, si la hay.

Tras bambalinas, para entrenar los modelos de DL
adecuadamente se requiere una gran cantidad de detalles:

iComo plantear y resolver el problema de aprendizaje de
una red neuronal profunda?

iComo controlar el sobreajuste en el entrenamiento?



Recordemos un poco como se ve un problema de aprendizaje
en ML desde el punto de vista de la optimizacion

N

argmin (X, Y; W) = AR(W) + ) L(x,, v W)
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Regularizacion

Suma de la pérdida por
cada ejemplo



Recordemos también algunos de los
detalles formales de un Perceptron

e Si tenemos suficientes datos, pares (xj, y;), es posible
construir una funcion que nos indique cuan buena es en
promedio |la estimacion del Perceptron.

. — m _ .

* Sea flgw) =0XiZiwupXp) =o(w-x), una funcion

que modela la aplicacion de un Perceptron parametrizado
por un vector de pesos w, a un vector de caracteristicas x.

e Sin suponer cosas raras sobre los datos, una posible funcion
de pérdida (o costo, o error) puede quedar de la siguiente
manera:

1 n
JW) = == (F (e w) = 37’
=1

e iQué representa el valor minimo de esta funcion, con
respecto a los pesos w?



iComo podemos entrenar un Perceptron lineal (i.e., con funcion
identidad como funcidon de activacion) para estimar funciones?

La funcién de pérdida es convexa (siempre que la funcion de
activacion también lo sea, lo que ocurre en este y la mayoria
de los casos)

1 n
J(w) = EE(W"XL' — yi)?
i=1

Dado esto, es posible utilizar el algoritmo de descenso de
gradiente

btw, écual es |la derivada de la funcion de pérdida con respecto a w?
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Dado que el problema de aprendizaje es convexo, podemos
usar “tranquilamente” descenso de gradiente

Require: Pesos w(;) inicializados con un valor aleatorio pequeno

do
Aw < 0
for each (z,y) € S do
Aplicar Perceptron a = y almacenar salida en y
for each Aw(;) € Aw do
Aw(i) — A?U(i) + (’y — Q)T(@)
end for
end for
W 4— W — a%

while condicion de término == False




Si incorporamos una funcion de activacion no
lineal, la situacion no cambia mucho
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Movamonos ahora a un MLP, que rapidamente
expondra las dificultades al entrenar redes neuronales

Siempre es bueno pensar también en las redes
neuronales™ como una composicion de funciones:

e MLP de 1 capa f(X) — O'(Wl.X')

(Perceptron):

* .7 . .7
0(z) = funcion de activacion

o(W,o(Wix)) :

e MLP de 2 capas: f(X)

* MLP de 3 capas: f(x) O'(Wg O'(Wz O'(W1X)))

* Con un poco de masaje algebraico, todo esto es también valido para una CNN, o cualquier otra red

W1

W2




iComo queda entonces el problema de aprendizaje de un MLP?

e Aligual que un Perceptron, podemos definir facilmente una funcion de
pérdida:

1 n
JW) = = (F s W) = )2
=1

e Sin embargo, aca debemos considerar 3 nuevos elementos:

1. Ahora tenemos muchos mas parametros que antes, icomo puedo
controlar la complejidad?

Podemos tomar prestados conceptos de los SVM:

c 1%
) = WP +%Zl<f<xi; W) =y,






También podemos controlar el sobreajuste “manipulando” la estructura de la red

e (Capas densas del final son igualmente propensas a
sobreajustarse.

e Para evitar esto, se introdujo en 2012 una técnica
llamada Dropout, aplicada a las capas densas.

e Dropout “apaga” aleatoriamente neuronas en estas
capas durante el entrenamiento.

e E| efecto neto es que las neuronas no pueden “confiar”
en las otras, por lo que aprenden representaciones mas
robustas.
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“‘randomly set some neurons to zero in the forward pass”

Regularization: Dropout

(b) After applying dropout.

(a) Standard Neural Net



Waaaait a second...

How could this possibly be a good idea?

1110

Forces the network to have a redundant representation.

has an ear

has a tail Ax_\\

is furry —X—— . cat
~__— score

has claws +/
mischievous

look



Waaaait a second...
How could this possibly be a good idea”

Another interpretation:

Dropout is training a large ensemble
of models (that share parameters).

Each binary mask is one model, gets
trained on only ~one datapoint.




iComo queda entonces el problema de aprendizaje de un MLP?

e Aligual que un Perceptron, podemos definir facilmente una funcion de
pérdida:

1 n
JW) = = (F s W) = )2
=1

e Sin embargo, aca debemos considerar 3 nuevos elementos:

1. Ahora tenemos muchos mas parametros que antes, icomo puedo
controlar la complejidad?

Podemos tomar prestados conceptos de los SVM o usar técnicas como
dropout.

2. ¢Como minimizo la funcion objetivo?



Calculo de |la derivada no es tan directo como con un Perceptron

Al tener composicion de funciones, debemos
aplicar de manera cuidadosa la regla de la cadena
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Backpropagation permite entrenar MLPs al
propagar la sefal del error a todos los nodos

e No es otra cosa que la aplicacion recursiva de |a
regla de la cadena.

e En conjunto con el método del descenso del
gradiente, permite tedricamente entrenar
redes de profundidad arbitraria.

e Aplicable a cualquier tipo de red y funcion
diferenciable.




Ahora cambiaremos un poco de perspectiva sobre las redes, vy
comenzaremos a hablar de programacion diferenciable y grafos de computo

a
X Squared : *
= - . - )
- - :
= | . =
Y Squared g

¢ Qué funcion representa este grafo?



Un grafo de cOomputo representa todas las operaciones
realizadas en una funcion para obtener su salida

¢Y qué relacion tiene esto, por ejemplo, con un MLP?






“local gradient”




“local gradient”
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Another example:

© Andrej Karpathy

flw,z) =

1

1+e

—(wpzg+wy Ty +ws)




1
l1+e —(wpzo+wy 1 +ws)

Another example:  f(w,z) =

w0 2.00

1.00 @ 1,00 @ 0.37 @ 137 @ :1;
ol af 5 1 df 2
d
fo(z) =az — é:a f.z)=¢+= — %_1




1

AnOther example f(w’m) B 1+ e —(wozo+wi +ws)

w0 2.00

=1-)(1.00) = —0.53

1.87°
1.37 0.73
-0.53 @ 1.00
el =& — i f(a:)z; = E:__l/m
df df
fu() = az * s | SRS - .




1
14 e —(wozo+wi +ws)

Another example: flw,z) =

w0 2.00

(1)(~0.53) = —0.53

100 5 | 837 TN 1S 0.73
+
@ -0.53 Q/ -0.53 @ 1.00

L 7 = f@) =3 - = Y
fale) = az < 4 —a f@)=c+e S 1




Another example:

w0 2.00

f(w:a:) =

1

1 4 e (wozotwiz)+w;)

(e=1)(—0.53) = —0.20

100 A\ f-100 2N 037 |\ 137 /17)(\ 0.73
X/ |02 \_9 -0.53 08 X/

fle) =& — % = izl = % — % = —1/:1’:2
fo(@) = az = %:a flz)=eLa — %_1



Another example:  f(w,z) =

1

w0 2.00

1+e

(-1) * (-0.20) = 0.20

—(wozg+wq 1 +ws)

1.00 /4 100 a3 o EE ey BA
% +
0.20 \J/ -0.20 @ -0.53 : 1ix

f(z) =" " j_f "
f.(z) = az o j_f g

fa) ==

f@)=c+za



Another example:

w0 2.00

x0 -1.00

w1 -3.00

%1

-2.00

f(w,a:) =

1

1+e

—(wpzg+wy 1 +ws)

[local gradient] x [its gradient]

[1] x [0.2] = 0.2

w2 -3.00 A

0.20

4.00
j@ [1] x [0.2] = 0.2 (both inputs!)
1.00 * -1.00 0.37 1.37 0.73
8 0.20 @ -0.20 @ -0.53 @ -0.53 @ 1.00
af 1 df
¢ i ) = s
df |
E =13 fc(m) = —




1

§. L —(wozo+wi 1 +ws)

Another example:  f(w,z) =

[local gradient] x [its gradient]
x0:[2] x[0.2]1 =0.4
wO: [-1] x [0.2] =-0.2

100 A\ 100 25,037 (1) 13 fl;x\ 0.73

020 \_/ -020 \efp/ 053 \_/ 05 U 100




Descenso de gradiente puede ser demasiado
demandante computacionalmente

e Para redes y/o o conjuntos de datos grandes, el calculo de
la funcion y su derivada toman un tiempo considerable.

e Si bien esto puede acelerarse utilizando GPUs, este tipo de
escalamiento es costoso.

e (Existe algun supuesto que podamos utilizar sobre los
datos que pudiera ayudarnos?

J(w)

l .
n'/ Gradient
!

Global cost minimum
Jmin(w)

>




aprovecha
la fuerza de los promedios

e Consiste en usar un mini-batch de ejemplos para calcular el
gradiente para cada descenso, en vez de todos los
ejemplos.

e Esta aproximacion es un estimador insesgado de Ia
esperanza del gradiente real.

e Existen garantias teodricas de convergencia (tomando un
learning rate suficientemente pequefio)

e Tamafios comunes para un mini-batch son 32/64/128/256

Loss

25

20

0.0

0 20 40 €0 80 100
Epoch £



Debido a la estructura de las redes, la funcion objetivo es no convexa

Pero en realidad ni siquiera es asi en |la practica



La realidad es mucho peor (en otras palabras, el descenso de gradiente estocastico no sirve)

Li et al., “Visualizing the Loss Landscape of Neural Nets”, NeurlIPS 18



Momentum permite aminorar
guedar pegado en puntos criticos

Ve = YVi—1 + nVgJ(6;)

Ory1 = 0y — v

https://distill.pub/2017/momentum/

riesgo

de



https://distill.pub/2017/momentum/

Un ejemplo muy “bonito” puede construirse utilizando datos geograficos de elevacion

https://fosterelli.co/executing-gradient-descent-on-the-earth



https://fosterelli.co/executing-gradient-descent-on-the-earth

iComo queda entonces el problema de aprendizaje de un MLP?

e Aligual qgue un Perceptron, podemos definir facilmente una funcion de
pérdida:

1 n
JW) = = (F s W) = )2
i=1

e Sin embargo, aca debemos considerar 3 nuevos elementos:

1.

Ahora tenemos muchos mas parametros que antes, icomo puedo
controlar la complejidad?

Podemos tomar prestados conceptos de los SVM o usar técnicas como
dropout.

éComo minimizo la funcién objetivo?

Backpropagation sobre un grafo de computo + SGD + momentum

¢Qué limites tiene un MLP en cuanto a lo que puede aprender?
Spoiler: no tiene limites



éHasta donde podemos llegar con un MLP?

e De hecho, hasta donde uno quiera.

e De acuerdo al “teorema de aproximacion universal”, un
MLP con 1 capa oculta puede aproximar cualquier
funcion continua, con precision arbitraria.

e Ademas, un MLP con 2 capas ocultas es capaz de
aproximar cualquier funcion, con precision arbitraria.

e Una buena “mostracion” del teorema puede verse en
https://www.youtube.com/watch?v=Iljgkc7OLenl



https://www.youtube.com/watch?v=Ijqkc7OLenI
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