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Super lindo el SVM, pero sigue siendo un clasificador lineal
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éEs posible solucionar este problema con un SVM?



Una solucion es generar un cambio de variables
(transformacion del espacio de caracteristicas)
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Espacio de caracteristicas f(xi, Xo) = X%



Una solucion es generar un cambio de variables

(transformacion de espacio de caracteristicas)




No es muy distinto a regresion lineal con polinomios de mayor grado

que vimos en el codigo de ejemplo

decision boundary




La pregunta es entonces, como podemos
hacer mas sistematico este mecanismo

e E| ir probando grado a grado una expansion polinomial,
claramente no escala en tiempo (ni de uno, ni del
computador).

e Ademas, espacios de features de dimensionalidad muy
grande son problematicos de manejar (espacio + tiempo de
ejecucion).

e Peor aun, la distancia euclidiana entre vectores deja de
tener sentido (todos los puntos estan en promedio igual de
cerca).

e (iEstamos forzados a vivir en un espacio de superficies de
decision lineal?



Un pequeno interludio...

Supongamos que tenemos una funcion h(x), que lleva un vector x a un
nuevo espacio de dimensionalidad arbitraria (potencialmente infinita).

Imaginemos que, para cada par de vectores, h(x;) y h(xj), calculamos
su producto punto y lo guardamos en la posicion i, j de una matriz M.

Acd viene la magia: si M es positiva definida (z"Mz > 0,Vz ¢6),
entonces siempre existe una funcion K(xi,xj), llamada kernel, que
toma dos vectores, x; y Xj, y retorna el valor del producto punto entre

h(x;)y h(xj), sin necesidad de conocer la funcién h(x).



Visualmente, la de los toma mas sentido
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K(x.y) = h(x)-h(y)




Recordemos brevemente la resolucion del problema de optimizacion asociado a un SVM
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Imponiendo las condiciones
de KKT, mas algo de algebra
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Podemos incorporar esto en los SVM,
mediante algo conocido como el kernel trick
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Podemos incorporar esto en los SVM,
mediante algo conocido como el kernel trick

flz) = h(z)" B+ By B = Z a;yih(z;)
= Z a;yi(h(x), h(z;)) + Bo



Podemos incorporar esto en los SVM,
mediante algo conocido como el kernel trick

f(x) = h(z)" B+ Bo B= Z o y;h(z;)

N
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e Como siempre operamos sobre el producto punto entre vectores h(x), y no sobre los h(x) de
manera individual, también podemos sustituirlos por la aplicacién del mismo kernel K(x,y).

e Esto nos permite facilitar la busqueda de la solucién, ya que mientras mas dimensiones hay, mas
posibilidades existen de encontrar un hiperplano éptimo (¢ por qué?, équé pasa con el overfitting?).



Intuitivamente, ¢que mide un kernel?



Intuitivamente, un kernel mide la similitud entre
dos vectores (pero en un espacio distinto)

dth-Degree polynomial: K(z,z') = (1 + {(z, :L"))d,
Radial basis: K (z,z’) = exp(—v|z — 2'||?),
Neural network: K(z,z’) = tanh(ky(x,z) + K2).

i Cual es el kernel de los SVM gue vimos inicialmente?



RBF SVM Poly SVM  Sigmoid SVM

Linear SVM




SVM - Degree-4 Polynomial in Feature Space SVM - Radial Kernel in Feature Space
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Training Error: 0.180 Y S Training Error: 0.160 -
TestError:  0.245 ¥ TestError:  0.218
Bayes Error:

0.210 S e o LA ' Bayes Error:  0.210

Un par de preguntas para terminar Kernel SVMs
e iCuales son los vectores de soporte en este caso?

e iComo se ve el margen en este caso?



SVMs continuan siendo relevantes en machine learning

SVMs son de los algoritmos off-the-shelf con mejor
rendimiento.

Simpleza, concepto de margen e incorporacion de
kernels son sus grandes fortalezas.

Han perdido importancia durante la ultima década
con respecto a las técnicas modernas de Deep
Learning y de ensambles.

\



Ejemplos de codigo disponibles en Canvas

Hard-margin SVM vy vectores de soporte
Soft-margin SVM
Kernel SVM

Visualizacion de kernels
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